Des vocabulaires textuels aux vocabulaires visuels : quels fondements ?
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Résumé

L’approche populaire des "sacs de mots visuels" pour la re-
présentation et la recherche de documents visuels consiste
a décrire les images (ou trames d’une vidéo) a I’aide d’en-
sembles de descripteurs, qui correspondent a des carac-
téristiques de bas niveau discrétisées. La plupart des ap-
proches existantes utilisant les mots visuels s’inspirent des
travaux en indexation textuelle, en se fondant sur la suppo-
sition tacite que les mots visuels peuvent étre manipulés de
la méme facon que les mots textuels. Plus spécifiquement,
ces techniques reposent implicitement sur le méme postu-
lat de recherche d’information textuelle qui stipule que la
distribution des mots d’une langue naturelle suit globale-
ment la loi de Zipf — autrement dit, les mots de la langue
naturelle apparaissent dans un corpus avec une fréquence
d’occurrence inversement proportionnelle a leur rang. Ce-
pendant, notre étude montre que la distribution des mots vi-
suels dépend des caractéristiques de bas niveau et surtout
des méthodes de regroupement employées. Nous montrons
également que lorsque la distribution des mots visuels est
proche de celle des mots textuels, les résultats d’un systeme
de recherche d’images sont améliorés. A notre connais-
sance, aucune étude n’a encore été menée visant a com-
parer les distributions des mots textuels et visuels, dans le
but d’établir les fondements théoriques des approches des
vocabulaires visuels.

Mots clefs
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1 Introduction

En recherche d’images comme en recherche d’information
en général, la qualité de représentation des documents est
évidement centrale pour I’efficacité d’un systeme. Les ap-
proches répandues basées sur les sacs de mots visuels pro-
posent de représenter les images par des ensembles de des-
cripteurs, qui correspondent a des caractéristiques de bas
niveau discrétisées. Ces caractéristiques sont extraites lo-
calement des zones de I’images, générant ainsi un grand
nombre de vecteurs de caractéristiques — équivalent des
mots d’un texte. Une étape de quantification permet de
réduire ce nombre en regroupant les vecteurs en clusters
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dans I’espace des caractéristiques, et en associant a chaque
vecteur un représentant dans un ensemble discret — équi-
valent d’un terme d’indexation. Les images peuvent ainsi
étre représentées comme des ensembles, histogrammes ou
vecteurs de termes, ces derniers jouant le role d’un voca-
bulaire d’indexation. Cette représentation est inspirée de
I’approche des sacs de mots en indexation et la recherche
d’information textuelle, ou les textes sont représentés par
des ensembles de termes issus d’un vocabulaire construit a
partir du corpus.

Depuis bientot une décennie, la plupart des systemes de re-
cherche d’images par le contenu se fondent sur cette repré-
sentation désormais classique. De nombreuses techniques
classiques d’indexation textuelle telles que la sélection ou
la pondération des termes sont directement appliquées aux
vocabulaires visuels, ainsi que la mise en correspondance
par intersection d’ensembles ou comparaisons de vecteurs.
Cependant, les vocabulaires visuels et textuels sont générés
par des procédés de natures intrinsequement différentes, et
aucune étude a notre connaissance n’a encore porté sur la
validation pour les images des techniques textuelles. L’ ob-
jectif de ce travail est de comparer les vocabulaires textuels
et visuels, afin d’étudier selon certains criteres 1’applicabi-
lité des techniques textuelles aux vocabulaires visuels.

La suite de cet article est organisée de la maniere suivante :
la Section 2 présente des généralités sur la recherche d’in-
formation textuelle, et les hypotheses implicites sur les-
quelles reposent les techniques traditionnelles dans ce do-
maine. La Section 3 présente le paradigme des sacs de mots
visuels, basé sur une analogie texte-image. Cette section
détaille également des descripteurs de bas niveau couram-
ment employés et les algorithmes de regroupement que
nous choisissons d’étudier. La Section 4 présente notre
étude des vocabulaires visuels : les vocabulaires étudiés,
les différentes étapes de notre analyse, les conditions expé-
rimentales et les résultats y sont décrits. Nous donnons une
conclusion a ce travail et évoquons les travaux futurs dans
la Section 5.

2 Recherche d’information textuelle

Les approches de Recherche d’Information (RI) textuelle
développées depuis 40 ans se basent sur des mots clés
composés de la racine des mots [1]. L’avantage de ces ap-



proches est dii en particulier au fait qu’elles sont efficaces
et rapides, comme on le constate avec les moteurs de re-
cherche sur le Web qui sont capables de retrouver rapide-
ment des documents parmi des centaines de millions [2].

2.1 Traitements classiques en RI textuelle

Parmi les modeles existants en RI, le modele vectoriel [3] a
permis d’obtenir de bons résultats a partir de connaissances
atomiques telles que les mots clés utilisés classiquement
pour indexer des textes. Le contenu d’un document est ainsi
exprimé sous la forme d’un ensemble de mots clés jugés
représentatifs de ce contenu, tirés du vocabulaire d’indexa-
tion. Le vocabulaire d’indexation contient tous les termes
envisagés pour décrire les documents, et il est construit a
partir des mots trouvés dans 1’ensemble du corpus, apres
les opérations et traitements éventuels décrits ci-apres.

Filtrage des mots outils et anti-dictionnaire. Seuls les
mots porteurs de sens sont habituellement retenus dans
e vocabulaire d’indexation : les mots outils de la langue
I bul d’indexat 1 t tils de la lang
(comme "de", "le", "par" en frangais), recensés dans une
ase appelée anti-dictionnaire, ne sont pas conservés dans
b 1 ti-dict t d
e vocabulaire d’indexation. De méme, les mots rares son
1 bul d’indexat D 1 t t
généralement éliminés du vocabulaire d’indexation.

Lemmatisation. Par ailleurs, il est courant de lemmati-

ser (ou raciniser) les mots, c’est-a-dire de détecter les va-

riantes orthographiques, comme les pluriels, ou les conju-

gaisons des verbes, et de ramener les variantes orthogra-

phiques d’un méme mot a une racine commune, et donc a
"a wong

un méme sens [4]. Par exemple, les mots "écrivain", "écrir-

vez" et "écriture” ont pour racine commune "écri".

Pondération. Les descripteurs d’un document peuvent
tous étre considérés comme ayant une importance égale,
c’est-a-dire aussi représentatifs les uns que les autres de la
sémantique de ce document : seule la présence ou 1’absence
des termes dans les documents importe. Cependant, en réa-
lité, les descripteurs n’ont généralement pas tous la méme
importance dans les documents. Les descripteurs sont ainsi
pondérés selon qu’ils sont jugés plus ou moins représen-
tatifs du contenu d’un document, afin de pouvoir exprimer
ces importances relatives et ainsi affiner ’indexation. Les
pondérations populaires T'F' x I DF' [5] et sa variante pro-
babiliste BM 25 [6] consistent a donner plus d’importance
aux termes fréquents dans un document (rdle du TF) et
peu fréquents dans le corpus (r6le de 'IDF).

2.2 Loi de Zipf et conjecture de Luhn

Un aspect central des approches de RI textuelle est qu’elles
ont pour fondement une caractéristique importante de la
distribution des mots d’une langue naturelle. La loi de Zipf
lie la probabilité d’occurrence des mots dans un texte en
langue naturelle a leur rang lorqu’ils sont rangés par ordre
de probabilité décroissante [7]. Cette loi stipule que les oc-
currences des mots suivent le modele de distribution sui-

vant : .
P, =— (1)

na

ou P, correspond a la fréquence d’occurrences du mot au
Nieme Tang et a est une valeur proche de 1. Par exemple,
dans un corpus de grande taille en langue anglaise, le terme
"the" serait le mot le plus fréquent (il représente généra-
lement environ 7% des occurrences totales). La deuxieme
place est occupée par le mot "of" qui représente 3,5% des
mots, etc. A titre d’exemple, la Figure 1 présente la dis-
tribution des mots des articles de Wikipédia en Novembre
2006 sur un repere log-log (bi-logarithmique), ce qui per-
met de constater la distribution logarithmique.
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Figure 1 — Distribution des mots des articles de Wikipédia
en Novembre 2006 (Source : Wikipédia).

Cette distribution logarithmique, interprétée selon la théo-
rie de I’'information [8] a notamment permis d’établir les
fondements théoriques du filtrage et des stratégies de pon-
dération. En particulier, la sélection des termes discrimi-
nants repose largement sur les hypotheses de la conjecture
de Luhn [9], fondée elle-méme sur la loi de Zipf. Cette
conjecture indique une relation entre le rang d’un terme et
sa discriminance (ou pouvoir de résolution), c’est-a-dire sa
capacité a identifier un document pertinent (notion de rap-
pel) combinée a sa capacité a I’isoler des documents non
pertinents (notion de précision) — cette relation est illustrée
dans la Figure 2. Ainsi, les descripteurs les moins discrimi-

Fréquence/ Discriminance

Fréquence
-

Discriminance

Seuil min

‘Seuil max

123 "o —— Rang

Mots les plu\g discriminants
Figure 2 — Loi de Zipf et conjecture de Luhn.

nants sont ceux de rangs faibles — tres fréquents, et de rangs
élevés — tres rares ; les descripteurs les plus discriminants
sont ceux des rangs médians, et ce sont ces termes qu’il faut
sélectionner et conserver dans le vocabulaire d’indexation.

3 Les sacs de mots visuels

A T’instar des documents textuels, les approches des sacs
de mots visuels [10, 11, 12, 13] proposent de représenter



les images par des ensembles de descripteurs, qui corres-
pondent a des caractéristiques de bas niveau discrétisées.
Ces approches reposent sur une analogie évidente entre les
méthodes textuelles et les méthodes visuelles.

3.1 Descripteurs de bas niveau

Parmi les descripteurs de bas niveau, SIFT (Scale-Invariant
Feature Transform) [14] et SURF (Speeded-Up Robust
Features) [15] sont largement utilisés, et permettent de re-
présenter une image par un ensemble de caractéristiques
locales invariantes a I’échelle. Ils intégrent tous deux un dé-
tecteur de points d’intérét et un descripteur pour les points
détectés.

SIFT. Le détecteur de SIFT [14] utilise un filtre Diffe-
rence of Gaussians (DoG) pour approximer le Laplacian
of Gaussians (LoG), afin d’accélérer les traitements. Ce
détecteur de points d’intérét est invariant a I’échelle. Le
descripteur calcule un histogramme d’orientations des gra-
dients locaux dans le voisinage du point d’intérét, et stocke
les bins dans un vecteur de dimension 128 (8 bins d’orien-
tation pour chacun des 4 x 4 bins de position). Une par-
ticularité de SIFT est de générer un grand nombre de ca-
ractéristiques recouvrant I’image par un ensemble complet
d’échelles et de localisations. D’une image de résolution
500 x 500 pixels, il est possible d’extraire environ 2000
caractéristiques stables.

SURF. Le plus récent détecteur-descripteur SURF [15]
se base sur une matrice Hessienne pour la détection des
points d’intérét, estimée a I’aide d’images intégrales. Le
descripteur calcule la distribution des réponses des onde-
lettes de Haar dans le voisinage du point d’intérét, expri-
mée dans un vecteur de taille 64.

3.2 Discrétisation de I’espace

L’établissement du vocabulaire visuel passe par le regrou-
pement de I’ensemble des caractéristiques extraites de la
base d’images. Il s’agit d’une opération de quantification
vectorielle, qui consiste a représenter chaque caractéris-
tique par le centroide du groupe (ou cluster) qui le contient.

KMeans. L’algorithme KMeans est sans doute le plus
utilisé des algorithmes de regroupement. A partir de k cen-
troides (généralement initialisés aléatoirement), cet algo-
rithme partitionnel itératif affecte chaque point de 1’espace
a son plus proche centroide, puis re-calcule le barycentre de
chaque groupe pour déterminer a nouveau les centroides.
L’algorithme s’arréte lorsqu’un critere de convergence est
satisfait, et le partitionnement final détermine le mapping
entre chaque point de 1’espace et 1’un des centroides.

SOM. Beaucoup moins répandues, les cartes auto-
adaptatives (Self-Organizing Maps, SOM) [16, 17] entrent
dans la catégorie des réseaux de neurones artificiels, et per-
mettent de faire de la classification non-supervisée. A par-
tir de données dans un espace réel de grande dimension,
elles génerent une cartographie de 1’espace en assignant a
chaque point un représentant apres une étape d’apprentis-

sage. Cette partition des données permet de regrouper des
points en cluster.

3.3 Techniques textuelles appliquées aux
images

Une fois le vocabulaire visuel généré, les images de la base
peuvent étre représentées par des ensembles, histogrammes
ou vecteurs de termes visuels. De nombreux travaux en
représentation et indexation d’images ont adapté les tech-
niques textuelles, telles que le filtrage de mots [10, 18],
ou les mots visuels jugés peu utiles sont supprimés du
vocabulaire d’indexation. Par ailleurs, les termes visuels
peuvent étre pondérés afin de représenter leur importance.
Par exemple, le systtme SIMPLIcity [19] met en ceuvre
une pondération RF' x I PF (Region Frequency et Inverse
Picture Frequency), directement inspirée du TF' x IDF.
Des poids sont attribués aux régions en fonction de leur
fréquence dans ’image et dans la collection. Les travaux
de [10, 18, 20] adaptent également cette pondération aux
images. En allant plus loin dans I’analogie texte-image,
plusieurs travaux [21, 18, 22] adaptent les modeéles de lan-
gage aux images, et implémentent des techniques d’expan-
sion de requéte [20] (classiques en RI textuelle) en ajou-
tant automatiquement des termes visuels supplémentaires
a la requéte dans le but d’améliorer les résultats de la re-
cherche.

4 Etude des vocabulaires visuels

Cette section décrit les expérimentations que nous avons
réalisées dans le but de comparer les différents vocabu-
laires étudiés.

4.1 Distinction terminologique

Nous commencgons par proposer la distinction terminolo-
gique suivante. Selon 1’analogie texte-image, nous appe-
lons mots visuels les régions ou zones locales de I’images
issues d’une segmentation, d’un découpage en grille, ou
dans le voisinage d’un point d’intérét. Les mots visuels
correspondent ainsi aux mots textuels, ¢’est-a-dire aux oc-
currences des termes modulées par les variantes orthogra-
phiques. Les termes visuels correspondant aux termes tex-
tuels, c’est-a-dire les éléments du vocabulaire d’indexa-
tion. Ainsi, les mots visuels sont des occurrences dans les
images des termes visuels, et la variabilité visuelle des ré-
gions affectées a un cluster donné peut étre vue comme la
contrepartie visuelle des variations orthographiques et syn-
taxiques textuelles.

4.2 Vocabulaires considérés

Les 2 caractéristiques décrites (SIFT et SURF), combinées
avec les 2 algorithmes de regroupement KMeans et SOM,
permettent la génération de 4 vocabulaires visuels : KM-
SIFT, KMSURF, SOMSIFT, SOMSUREF. Nous proposons
de comparer ces vocabulaires selon leurs distributions, et
selon les résultats qu’ils permettent d’atteindre dans une
tache de recherche d’images.



4.3 Collections d’images utilisées

Nous avons choisi d’utiliser les bases d’images Caltech-
101 et Pascal. Un échantillon de ces collections est donné a
la Figure 3. La collection Caltech-101 contient des images
classées en 101 catégories, avec environ 50 images par
catégorie (variable de 40 a 800). Nous avons sélectionné
10 catégories pour nos expérimentations, résultant en 1345
images.
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Figure 3 — Exemple d’images des bases Caltech-101
(gauche) et Pascal (droite).

La collection Pascal contient des images classées en 20 ca-
tégories, et nous avons sélectionné 1000 images uniformé-
ment distribuées sur toutes les catégories pour nos expéri-
mentations.

Le temps moyen d’extraction pour ces mots est de 3h13min
sur une machine dotée d’un processeur Intel Xeon cadencé
a 2.93GHz, avec 4GB de RAM. Le temps requis est sensi-
blement plus long pour SIFT que pour SURF. On constate
que SIFT permet de générer environ 2 fois plus de mots
que SURF dans chacune des collections. Cela est dii au
détecteur par différence de gaussiennes qui extrait un plus
grand nombre de points d’intérét que le détecteur par ma-
trice hessienne.

Le Tableau 1 présente le nombre total de mots visuels gé-
nérés pour chaque collection et chaque descripteur, ainsi
que le nombre moyen de mots par image.

Collection Caltech-101 Pascal
(# d’images) (1345) (1000)
Descripteur SIFT [ SURF | SIFT [ SURF

# total de mots | 463K | 204K | 297K | 174K
# mots/image 344 151 297 174

Tableau 1 — Caractéristiques des mots visuels extraits.

4.4 Distributions des termes

Nous avons établi des vocabulaires visuels pour les en-
sembles de mots de chaque collection avec KMeans et
SOM. Les vocabulaires obtenus ont une taille standard de
10K termes. Les temps de génération de ces vocabulaires
sont tres différents : 4,5 jours pour KMeans, et 2,5h pour
SOM sur la machine décrite précédemment.

Les Figures 4 et 5 montrent les distributions des différents
vocabulaires pour les 2 collections, ainsi que la distribu-
tion des mots de Wikipédia en surimpression, identique a

la Figure 1. On constate de maniere évidente que les vo-
cabulaires KMSIFT et KMSUREF ont des distributions plus
"plates" que les distributions des vocabulaires SOMSIFT et
SOMSUREF, cela pour les 2 collections. Cela indique que
I’algorithme KMeans génere des vocabulaires plus unifor-
mément distribués que SOM. Autrement dit, cela signifie
que les clusters sont de tailles plus égales avec KMeans
qu’avec SOM. Cependant, la distribution des vocabulaires
engendrés par SOM est trés similaire a la distribution des
mots de la langue anglaise (pour les articles de Wikipédia
en 2006). Cette tendance est identique pour les 2 collec-
tions.
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Figure 4 — Distr. des vocabulaires (Caltech-101).

Nous avons estimé les pentes des distributions de ces vo-
cabulaires dans le repere log-log. Pour cela, nous avons
calculé le coefficient directeur d’une droite de régression
selon le critere des moindres carrés, telle que la somme
quadratique des erreurs soit minimale. Les pentes estimées
sont données dans le Tableau 2. Ces résultats confirment
le fait que les vocabulaires générés a 1’aide de SOM ont
des distributions plus similaires a ceux de la langue natu-
relle que ceux générés a I’aide de KMeans. Ces résultats
indiquent également que le choix des détecteurs et descrip-
teurs utilisés ne semble pas influencer grandement la dis-
tribution des vocabulaires.

—KMSURF

+ KMSIFT

4 SOMSURF
SOMSIFT

Figure 5 — Distr. des vocabulaires (Pascal).

Pour expliquer cela, il faut revenir au processus de regrou-
pement des différents algorithmes : KMeans initialise aléa-



Collection Caltech-101 Pascal

Descripteur | SIFT \ SURF | SIFT \ SURF
KMeans -7.1° -6.3° -8.2° -9.8°
SOM -19.0° | -21.5° | -18.7° | -20.1°

Tableau 2 — Pentes estimées (en degrés) pour les distribu-
tions visuelles (pente pour Wikipédia : -24.2°).

toirement les centroides des clusters, et un état de conver-
gence est recherché en déplacant progressivement les cen-
troides. Une situation dans laquelle 2 centroides initiaux
seraient tous 2 initialement placés dans un groupe de points
proches donné (constituant donc un candidat dédié pour
un unique cluster) est susceptible de se produire. Ainsi, au
lieu de produire un unique cluster traduisant la réalité de ce
groupe de points, KMeans produirait alors artificiellement
2 clusters mal formés, comme illustré dans la Figure 6. Du
fait que le processus de création des clusters est fondamen-
talement différent pour SOM, cet algorithme ne rencontre
pas ce probleme.

Figure 6 — Illustration de regroupements correct (a gauche)
et incorrect (a droite) pour KMeans, résultants d’initialisa-
tion différentes de I’algorithme.

Dans la suite de cette section, nous sous intéressons aux
résultats que ces vocabulaires permettent d’atteindre dans
une tache de recherche d’images.

4.5 Tache de recherche

La seconde étape de notre étude consiste a évaluer la pré-
cision qu’il est possible d’obtenir avec chacun des vocabu-
laires dans un systeéme de recherche d’images. Dans cette
évaluation, un systeme de recherche d’image a été im-
plémenté sur la base du modele vectoriel de RI, en met-
tant en ceuvre les techniques de filtrage et de pondération
TF x IDF des termes visuels. Pour les 2 collections,
chaque image est utilisée tour a tour comme requéte, et les
images retournées par le systeme qui sont dans la méme
catégorie que la requéte sont jugées correctes dans une vé-
rité terrain. Les courbes de rappel-précision sont données
dans les Figures 7 et 8, pour les collections Caltech-101 et
Pascal, respectivement.

On constate dans ces courbes que la précision de recherche
semble meilleure pour la collection Caltech-101 que pour
la collection Pascal. Cela est dii & 1a nature des images de la
collection : alors que la collection Caltech-101 contient des
images ciblées qui présentent généralement un seul objet
identifié sur fond uni, les images de la collection Pascal
contiennent des images moins ciblées présentant souvent
plusieurs objets, avec un fond complexe.

Dans la Figure 7, on peut voir des différences notables des
valeurs de précision : le vocabulaire SOMSURF permet

SOMSIFT
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Figure 7 — Courbes de rappel-précision (Caltech-101).

d’atteindre une meilleure précision que les autres vocabu-
laires. Par ailleurs, le vocabulaire KMSURF donne des ré-
sultats bien inférieurs aux autres. Cela confirme la faible in-
fluence du détecteur-descripteur. La courbe SOMSIFT est
1égerement au-dessus de la courbe KMSIFT, mais cette dif-
férence est trop faible pour étre significative.
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Figure 8 — Courbes de rappel-précision (Pascal).

Dans la Figure 8, les résultats sont similaires pour les 4 vo-
cabulaires. A bien plus petite échelle que dans la Figure 7,
la courbe SOMSUREF est 1égerement au-dessus des autres,
et la courbe KMSIFT est 1égerement en dessous. Mais pour
Pascal, cette différence est trés faible et non significative.
Ici encore, le choix du détecteur-descripteur ne semble pas
influencer grandement le processus de création des vocabu-
laires. Cependant, nous notons que SIFT est moins sensible
que SURF a la méthode de regroupement utilisée.

De maniere générale, bien que KMeans soit plus populaire
que SOM, les résultats dans notre systeme de recherche
d’images des vocabulaires issus de SOM sont meilleurs
que ceux de KMeans. D’apres notre étude, une justification
théorique pourrait étre que 1’algorithme SOM engendre des
vocabulaires dont la distribution est similaire aux mots de
la langue naturelle. De ce fait, les hypotheses implicites sur
lesquelles reposent les techniques textuelles (postulat de la
loi de Zipf, conjecture de Luhn) sont satisfaites dans ce cas
pour les images, ce qui serait une validation théorique ex-
pliquant ces meilleurs résultats.



5 Conclusion

La plupart des techniques de RI textuelle repose implicite-
ment sur le postulat qui stipule que la distribution des mots
d’une langue naturelle suit globalement la loi de Zipf, ainsi
que sur la conjecture de Luhn. L’application de ces tech-
niques aux vocabulaires visuels issus des images demande
de vérifier la validité de ces postulats.

Dans cet article, nous avons présenté une étude de voca-
bulaires visuels en comparaison aux vocabulaires textuels,
afin d’expliciter les conditions d’applicabilité des tech-
niques textuelles aux images. Notre étude a montré que la
distribution des mots visuels dépend grandement des mé-
thodes de regroupement employées. En effet, le choix de la
méthode de génération des termes visuels est important, et
détermine la distribution des termes du vocabulaire. Nous
montrons également que lorsque la distribution des mots
visuels est proche de celle des mots textuels, les résultats
d’un systeme de recherche d’images sont améliorés. Ainsi
I’algorithme SOM, qui engendre des vocabulaires de distri-
butions similaires a la lange naturelle, permet d’atteindre
une meilleure précision de recherche que le pourtant po-
pulaire KMeans. A notre connaissance, aucune étude n’a
encore été menée visant la validation pour les images des
techniques textuelles.

Nos travaux futurs visent a généraliser cette approche com-
parative aux autres descripteurs de bas niveau courants
en représentation d’images. Nous envisageons également
d’étudier les conséquences de nos résultats en cas de va-
riation de la taille des vocabulaires, ainsi que de procéder
a une comparaison plus formelle des distributions a 1’aides
d’outils statistiques dédiés. Ce travail s’inscrit dans une dé-
marche globale d’application des techniques textuelles aux
images.
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